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RESUMEN

Objetivo: Determinar el algoritmo de aprendizaje automatico con mayor
tasa de éxito para la prediccion del precio de los minerales en la Bolsa de Valores
de Nueva York en 2024. Metodologia: Se utilizé la metodologia CRISP-DM,
estructurando el proceso en fases de comprension del negocio, comprension de los
datos, preparacion de los datos, modelado, evaluacién y despliegue. Se evaluaron
diversos algoritmos de aprendizaje automatico incluyendo regresion lineal, arbol de
decision, Random Forest, K-Nearest Neighbors, SVR y Gradient Boosting. Las
métricas de rendimiento utilizadas fueron MAE, RMSE, R? y exactitud dentro de
una tolerancia del 5%. Resultados: La regresion lineal mostro el mejor rendimiento
con un coeficiente de determinacion (R2) de 0,999933 y una exactitud del 100 %
dentro del nivel de significancia del 5 %. EIl Gradient Boosting también tuvo un
buen desempefio con un coeficiente de determinacion (R?) de 0,999794 y una
exactitud del 96 %. Otros algoritmos, como el SVR, presentaron un rendimiento
significativamente inferior, con un coeficiente de determinacion (R2) de 0,880326
y una exactitud del 12,24 %. Conclusion: Los algoritmos de regresion lineal y
Gradient Boosting se destacaron como las mejores opciones para la prediccion
precisa del precio de los minerales en la Bolsa de Valores de Nueva York en 2024.

Palabras clave: Algoritmos, Aprendizaje automatico, Bolsa de valores.
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ABSTRACT

Objective: To determine the most successful machine learning algorithm
for predicting mineral prices on the New York Stock Exchange in 2024.
Methodology: The CRISP-DM methodology was used, structuring the process into
phases of business understanding, data understanding, data preparation, modeling,
evaluation, and deployment. VVarious machine learning algorithms were evaluated,
including linear regression, decision tree, Random Forest, K-Nearest Neighbors,
SVR, and Gradient Boosting. Performance metrics used were MAE, RMSE, R?,
and accuracy within a 5 % tolerance. Results: Linear regression showed the best
performance with a coefficient of determination (R?) of 0.999933 and 100%
accuracy within a 5% level of significance. Gradient Boosting also performed well
with a coefficient of determination (R?) of 0.999794 and 96% accuracy. Other
algorithms, such as SVR, showed significantly lower performance, with a
coefficient of determination (R?) of 0.880326 and 12.24% accuracy. Conclusion:
Linear regression and Gradient Boosting emerged as the best options for accurately
predicting mineral prices on the New York Stock Exchange in 2024.

Keywords: Algorithms, Machine Learning, Stock Exchange.

Xiii



INTRODUCCION

La industria minera y los mercados financieros han estado estrechamente
vinculados a lo largo de la historia, siendo los precios de los minerales una variable
critica que afecta tanto a las empresas mineras como a los inversores en todo el
mundo. En el contexto actual, donde la economia global es altamente dependiente
de los recursos naturales y las inversiones, la capacidad de prever con precision los
precios de los minerales se ha convertido en una preocupacion fundamental para
diversos actores econdmicos. Esto ha llevado al creciente interés en la aplicacion
de algoritmos de aprendizaje automatico para pronosticar los precios de los
minerales en los mercados bursatiles, y es en este marco que surge la necesidad de
realizar un andlisis comparativo en profundidad.

La variabilidad en estos precios esta influenciada por una serie de factores
multifacéticos que van desde condiciones macroecondmicas y geopoliticas hasta
cambios en la oferta y demanda de minerales en mercados internacionales. La
capacidad de predecir con precision estos precios se ha convertido en una tarea de
gran relevancia tanto para las empresas mineras, que necesitan ajustar su
produccidn y estrategias, como para los inversores, que buscan tomar decisiones
informadas y maximizar sus rendimientos.

En este contexto, los algoritmos de aprendizaje automatico han demostrado
un potencial significativo para abordar este desafio. Estos algoritmos tienen la
capacidad de analizar grandes volumenes de datos histéricos y en tiempo real,
identificando patrones y tendencias que podrian no ser evidentes para los analistas
humanos. Sin embargo, enfrentan desafios propios como la seleccion de
caracteristicas relevantes, la eleccion de modelos adecuados y la gestion de la
volatilidad extrema en los mercados.

El mercado de minerales en la Bolsa de Valores de Nueva York (NYSE) es
un entorno altamente competitivo y globalizado donde las decisiones se toman en
fracciones de segundo y la informacién es la clave para el éxito. Por lo tanto, el
analisis comparativo de algoritmos de aprendizaje automatico no solo tiene
implicaciones académicas, sino también précticas. Los resultados obtenidos pueden

ofrecer indicadores valiosos para las empresas mineras, los inversores y los

Xiv



reguladores, permitiéndoles tomar decisiones informadas y estratégicas en un
mercado en constante evolucion.

Esta investigacion se situa en el cruce de la tecnologia, la economia y las
finanzas, abordando una realidad problematica que tiene implicaciones de gran
alcance en multiples sectores. A medida que la tecnologia sigue avanzando y la
cantidad de datos disponibles aumenta, la capacidad de predecir con precision los
precios de los minerales se convierte en una habilidad estratégica esencial para

navegar en los mercados globales y maximizar los resultados econémicos.
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CAPITULO |
EL PROBLEMA DE INVESTIGACION

1.1. Descripcion de la realidad problematica

La industria minera y los mercados financieros han estado estrechamente
vinculados a lo largo de la historia, siendo los precios de los minerales una variable
critica que afecta tanto a las empresas mineras como a los inversores en todo el
mundo. En el contexto actual, donde la economia global es altamente dependiente
de los recursos naturales y las inversiones, la capacidad de prever con precision los
precios de los minerales se ha convertido en una preocupacion fundamental para
diversos actores econdmicos. Esto ha llevado al creciente interés en la aplicacion
de algoritmos de aprendizaje automatico para pronosticar los precios de los
minerales en los mercados bursatiles, y es en este marco que surge la necesidad de
realizar un analisis comparativo en profundidad.

La variabilidad en estos precios es influenciada por una serie de factores
multifacéticos, que van desde condiciones macroecondémicas y geopoliticas hasta
cambios en la oferta y demanda de minerales en mercados internacionales. La
capacidad de predecir con precision estos precios se ha convertido en una tarea de
gran relevancia tanto para las empresas mineras, gque necesitan ajustar su
produccion y estrategias, como para los inversores, que buscan tomar decisiones
informadas y maximizar sus rendimientos.

En este contexto, los algoritmos de aprendizaje automatico han demostrado
un potencial significativo para abordar este desafio. Estos algoritmos tienen la

capacidad de analizar grandes volimenes de datos historicos y en tiempo real,



identificando patrones y tendencias que podrian no ser evidentes para los analistas
humanos. Sin embargo, enfrentan desafios propios, como la seleccién de
caracteristicas relevantes, la eleccion de modelos adecuados y la gestion de la
volatilidad extrema en los mercados.

El mercado de minerales en la NYSE es un entorno altamente competitivo
y globalizado, donde las decisiones se toman en fracciones de segundo y la
informacién es la clave para el éxito. Por lo tanto, el andlisis comparativo de
algoritmos de aprendizaje automatico no solo tiene implicaciones académicas, sino
también practicas. Los resultados obtenidos pueden ofrecer insights valiosos para
las empresas mineras, los inversores y los reguladores, permitiéndoles tomar
decisiones informadas y estratégicas en un mercado en constante evolucion.

La investigacion se situa en el cruce de la tecnologia, la economia y las
finanzas, abordando una realidad problematica que tiene implicaciones de gran
alcance en multiples sectores. A medida que la tecnologia sigue avanzando y la
cantidad de datos disponibles aumenta, la capacidad de predecir con precision los
precios de los minerales se convierte en una habilidad estratégica esencial para

navegar en los mercados globales y maximizar los resultados econémicos.

1.2. Definicion del problema

1.2.1. Problema general

¢Cudl es el algoritmo de aprendizaje automatico con mayor tasa de éxito
para la prediccion del precio de los minerales en la Bolsa Valores de New York,
20247

1.2.2. Problemas especificos

¢Cudl es el mejor algoritmo de aprendizaje entre Random Forest — Decision
Tree para la prediccion del precio de los minerales en la Bolsa de Valores de New
York, 2024?

¢ Cual es el mejor algoritmo de aprendizaje entre SVR — Gradient Boosting
para la prediccion del precio de los minerales en la Bolsa de Valores de New York,
20247



¢Cudl es el mejor algoritmo de aprendizaje entre Linear Regression — K-
Nearest Neighbors para la prediccion del precio de los minerales en la Bolsa
Valores de New York, 2024?

1.3. Objetivo de la investigacion

1.3.1. Objetivo general

Determinar el algoritmo de aprendizaje automatico con mayor tasa de éxito
para la prediccion del precio de los minerales en la Bolsa Valores de New York,
2024.

1.3.2. Objetivos especificos

Determinar el mejor algoritmo de aprendizaje entre Random Forest —
Decision Tree para la prediccion del precio de los minerales en la Bolsa de Valores
de New York, 2024.

Determinar el mejor algoritmo de aprendizaje entre SVR — Gradient
Boosting para la prediccion del precio de los minerales en la Bolsa de Valores de
New York, 2024.

Determinar el mejor algoritmo de aprendizaje entre Linear Regression — K-
Nearest Neighbors para la prediccion del precio de los minerales en la Bolsa de
Valores de New York, 2024.

1.4. Justificacion de la investigacion

1.4.1. Justificacion teorica

La justificacion tedrica se baso en la necesidad de abordar los desafios
complejos y dinamicos relacionados con la prediccion de precios en el mercado de
minerales. Dada la volatilidad inherente de los precios de los minerales y su impacto
en la economia global, existié un interés creciente en la aplicacion de algoritmos de
aprendizaje automatico para mejorar la precision de las predicciones. Esta tesis
contribuyd a la comprensién tedrica de como diferentes enfoques de aprendizaje
automatico fueron aplicados de manera efectiva para predecir los precios de los
minerales en la Bolsa de Valores de Nueva York, proporcionando una base sélida
para la toma de decisiones informada tanto en la industria minera como en el &mbito

financiero.



1.4.2. Justificacion metodologica

La justificacion metodoldgica se basé en la necesidad de llevar a cabo un
analisis riguroso y comparativo de diversos algoritmos de aprendizaje automatico
para abordar el desafio de la prediccion de precios de minerales en la Bolsa de
Valores de Nueva York. La eleccion del algoritmo adecuado tuvo un impacto
significativo en la precision de las predicciones y, por lo tanto, en la toma de
decisiones de inversion y estrategias empresariales. Mediante un enfoque
metodologico solido, esta tesis evalu6 de manera critica el rendimiento de
diferentes algoritmos, considerando aspectos como la seleccion y extraccion de
caracteristicas, la eleccién de modelos y la gestion de la volatilidad del mercado.
Esta metodologia proporcion6 informacion valiosa sobre las fortalezas vy
limitaciones de cada enfoque, permitiendo una toma de decisiones informada en la

aplicacion practica de los algoritmos para la prediccién de precios de minerales.

1.4.3. Justificacion préctica

La justificacion practica se derivd de la importancia econdémica y financiera
de la prediccidn precisa de los precios de los minerales en la Bolsa de Valores de
Nueva York. Tanto las empresas mineras como los inversores dependieron de
pronosticos confiables para tomar decisiones estratégicas y maximizar los
rendimientos. Al realizar un andlisis comparativo de algoritmos de aprendizaje
automatico, esta tesis tuvo como objetivo ofrecer una guia préactica para identificar
cuéles fueron los enfoques mas efectivos en el contexto especifico de la prediccion
de precios de minerales. La aplicacién exitosa de algoritmos de aprendizaje
automatico pudo tener un impacto directo en la rentabilidad de las operaciones
mineras, la gestion de carteras de inversion y la toma de decisiones regulatorias.
Por lo tanto, la justificacion practica de esta tesis radico en su contribucién directa
ala mejora de los resultados econdmicos y financieros en el ambito de los minerales

y los mercados bursatiles.

1.5. Operacionalizacion de variables

Variable independiente: Algoritmo de aprendizaje automatico



Conjunto de técnicas que permiten a las maquinas aprender de los datos,
identificando patrones y tomando decisiones sin ser programadas explicitamente
para tareas especificas.

Variable dependiente: Prediccion del precio de los minerales

Proporcion de predicciones o clasificaciones correctas realizadas por un

modelo en relacién con el total de predicciones realizadas, indicando su precision

en la tarea.
Tabla 1
Operacionalizacion de variables
Variable Definicién operacional Indicador Escala
Conjunto de técnicas Precio de apertura
computacionales que Precio de cierre
analizan datos histéricos para  Precio minimo
) generar modelos predictivos  Precio maximo
Algoritmo de o
o que identifican patrones y ]
aprendizaje ) Razon
. relaciones en los datos,
automatico - )
permitiendo realizar
o Volumen
predicciones basadas en
nuevas entradas.
Resultado de las Error medio
proyecciones de los absoluto (MAE)
Prediccion algoritmos sobre los precios  Raiz del error
del precio de  futuros de los minerales, cuadratico medio Razon
los minerales utilizando métricas de (RMSE).

evaluacion para medir su

exactitud.

Coeficiente de

determinacion (R2).

1.6. Hipdtesis de la investigacion

1.6.1. Hipotesis general

Ha: Existen diferencias significativas en las tasas de éxito de los algoritmos de
aprendizaje automatico para la prediccion del precio de los minerales en la
Bolsa Valores de New York, 2024.



1.6.2. Hipotesis especificas

H1: Existen diferencias significativas en las tasas de éxito entre los algoritmos de
aprendizaje Random Forest — Decision Tree para la prediccion del precio de los
minerales en la Bolsa Valores de New York, 2024.

H»: Existen diferencias significativas en las tasas de éxito entre los algoritmos de
aprendizaje SVR — Gradient Boosting para la prediccion del precio de los
minerales en la Bolsa Valores de New York, 2024.

Hs: Existen diferencias significativas en las tasas de éxito entre los algoritmos de
aprendizaje Linear Regression — K-Nearest Neighbors para la prediccion del
precio de los minerales en la Bolsa Valores de New York, 2024.



CAPITULO 1
MARCO TEORICO

2.1. Antecedentes de la investigacion

2.1.1. Antecedentes internacionales

Nufez (2022) en la investigacion “Prediccion del precio de acciones en el
mercado de valores con machine learning” determiné que que se tendrian dos
modelos, el modelo alto riesgo con una exactitud del 77 % y el de bajo riesgo con
60 %, ademas la precision experimental es de 54 % y la tedrica de 72 %, por tanto
se requerira a futuro modificar el modelo y ajustarlo a terminos tecnicos de noticias
economicas.

Martinez (2020) en la investigacion “Prediccion de precios futuros de
acciones representativas de la Bolsa Mexicana de Valores (Iindice de precios y
cotizaciones, IPC) mediante técnicas de inteligencia artificial” se determiné que los
resultados numeéricos obtenidos indican que la etapa de filtrado puede identificar un
conjunto conciso de variables significativas con una fuerte influencia en el precio
futuro de cada accidn especifica, rn la segunda etapa, se emplearon los datos de
2016 como valores a predecir para el modelo multiobjetivo, y en comparacion con
el modelo de regresion lineal multiple, se observa una notable mejora en la calidad
de los datos pronosticados. Esto resulta en un modelo de la segunda etapa con una
confiabilidad superior al 95 %.

Rey y Chamorro (2019) en la investigacion “Comparacion de cuatro
métodos de prediccion para dos acciones en la bolsa de valores de Colombia”
determinaron que los precios de cierre en el mercado financiero estan influenciados

por factores internos como los precios de apertura, el cambio diario, el volumen de



acciones y las fluctuaciones horarias, externamente, el precio del petrdleo y las tasas
de cambio como el dolar y el euro afectan la economia colombiana y
especificamente a ciertas empresas. En el anélisis de Bancolombia y Ecopetrol, se
observa que la regresion ofrece los mejores resultados de prediccion con una
precision del 70,34 % y 71,62 % respectivamente, con errores MAPE y RMSE de
0,38 % y 183,74 para Bancolombia, y 0,35 % y 15,84 para Ecopetrol. La regresion
también destaca por su flexibilidad en la creacidn, ajuste y extrapolacion de
modelos, reduciendo la incertidumbre del mercado y mejorando la probabilidad de

éxito.

2.1.2. Antecedentes nacionales

Ayala y Samillan (2019) en la investigacion “Metodologia de Box Jenkins
vs redes neuronales artificiales para construir un modelo de prondstico del precio
ed compra de cierre mensual de las acciones del Banco de Crédito del Peru en la
Bolsa de Valores de Lima, abril de 2005 hasta febrero del 2018”, con un estudio
observacional, de tipo predictiva, retrospectiva y longitudinal, con muestra de 155
observaciones se determind que la estrategia fundamentada en Redes Neuronales
Artificiales logré alcanzar una tasa de error de prevision inferior en comparacion
con el enfoque de Box Jenkins. Los indices de evaluacion utilizados, a saber, MAE,
RMSE, MPE, MAPE y ME, respaldaron esta conclusion. En la eleccion del modelo
de red neuronal, se aplicé el criterio de parsimonia. Como resultado, se puede
afirmar que la metodologia basada en Redes Neuronales Artificiales emerge como
la eleccién metodoldgica mas solida para el proceso de prondstico de la serie
financiera objeto de estudio.

Huillca y Quispe (2019) en la investigacion “Sistema inteligente para la
prediccion del precio diario de las acciones mineras en la Bolsa de New York
usando un modelo hibrido de redes neuronales y maquina de soporte vectorial de
regresion”, con un estudio observacional se determind que la precision de los
modelos de aprendizaje automatico se vincula a la seleccidn precisa de variables,
técnicas y preprocesamiento de datos. Factores como el valor de minerales, indices
bursatiles y cotizacion del dolar fueron identificados. Para validar el sistema, se
evaluaron empresas como Buenaventura, Southern Copper, Fortuna Silver Mines,
Barrick Gold Corporation y BHP Billiton Limited, obteniendo MAPE de 1,666,



1,470, 1,375, 2,567 y 0,998 respectivamente. El promedio de error del 1,615 %
muestra mejora frente al 5,4 % en el sector petrolero.

Céceres (2018) en la investigacion “Prediccion de precios de acciones de
bolsa de valores utilizando Support Vector Regression”, determind que los cuatro
modelos (andlisis técnico, fundamental, combinado y subgrupo de indicadores)
arrojaron resultados similares: direccion correcta promedio del 60 %, error
promedio de 5 ddlares, error porcentual del 10 % y error promedio cuadrado de 120
ddlares. EI modelo destacado fue el subgrupo de indicadores con 83% de direccion,
pero solo clasifico 24 de 320 acciones con seguridad. Los modelos fundamentales
y generales clasificaron 133 y 114 acciones con éxito del 66 %. Sin diferencias
claras, se analizd el rendimiento de las acciones seleccionadas por modelo,
resaltando el subgrupo de indicadores con rendimientos de hasta 18,652 % y
10,5757 %. Por tanto, el modelo de Support Vector Regression se ajusta mejor al
modelo de Support Vector Machine, permitiendo identificar acciones con
rendimientos superiores al promedio del mercado, objetivo clave para los inversores

en la bolsa de valores.

2.2. Bases tedricas

2.2.1. Algoritmos de aprendizaje automatico

El Machine Learning constituye una rama fundamental dentro del &mbito
de la Inteligencia Artificial. Empleando algoritmos especializados, brinda a las
computadoras la capacidad de descubrir patrones en vollimenes masivos de
informacién y formular prondsticos a través del andlisis predictivo. Este proceso de
aprendizaje empodera a las maquinas para llevar a cabo tareas especificas de
manera autdbnoma, prescindiendo asi de programacion directa (Marsland, 2015).

Aunque el término "Machine Learning" fue inicialmente acufiado en 1959,
su importancia ha experimentado un marcado incremento en afios recientes, gracias
al avance en la capacidad de computo y al auge de los datos disponibles (Mitchell,
1997). De hecho, las técnicas de aprendizaje automatico se integran de manera
integral en el ambito del Big Data, contribuyendo significativamente a su manejo y
analisis.

Los algoritmos de aprendizaje automatico constituyen la esencia misma de

la evolucidn de la inteligencia artificial. En su nucleo, representan un conjunto de



enfoques y técnicas que permiten a las computadoras aprender y mejorar su
rendimiento en tareas especificas a través de la experiencia con datos. Estos
algoritmos son la fuerza motriz detrds de la capacidad de las méaquinas para
identificar patrones, adaptarse a nuevas situaciones y tomar decisiones informadas
sin intervencion humana directa (Grzonka, Suchacka, & Borowik, 2016).

En esencia, los algoritmos de aprendizaje automético encarnan el concepto
de "aprendizaje™ en las maquinas. En lugar de ser programados con instrucciones
explicitas, estos algoritmos funcionan al exponerse a datos y aprender de ellos. Este
proceso de aprendizaje se basa en la identificacion de patrones, relaciones y
regularidades en los datos. A medida que se suministran mas datos y experiencias,
el algoritmo ajusta sus parametros internos para refinar sus predicciones y toma de
decisiones (Gupta, 2015). Esto lleva a un aumento en la precision y en la capacidad
general de la maquina para realizar tareas especificas.

Los algoritmos de aprendizaje automético abarcan una variedad de
enfoques. Uno de los mas comunes es el "aprendizaje supervisado”, donde se
proporcionan ejemplos etiquetados al algoritmo y este aprende a predecir etiquetas
para nuevos datos. Por otro lado, el "aprendizaje no supervisado™ implica el
descubrimiento de patrones intrinsecos en los datos sin etiquetas previas. También
existen técnicas de "aprendizaje por refuerzo”, donde un algoritmo aprende a través
de interaccion con un entorno y recibe recompensas o castigos en funcién de sus
acciones (Grzonka, Suchacka, & Borowik, 2016).

El surgimiento de los algoritmos de aprendizaje automaético ha sido
impulsado por el aumento en la capacidad de procesamiento y almacenamiento, asi
como por la disponibilidad de conjuntos de datos vastos y diversos. Estos
algoritmos se han aplicado en una amplia gama de campos, desde la deteccion de
fraudes y el analisis de mercado hasta la conduccion auténomay la atencion médica
personalizada (Fernandez & Martin, 2020).

En el corazén de estos algoritmos se encuentran técnicas matematicas y
estadisticas. Los métodos de optimizacion, como el descenso de gradiente, se
utilizan para ajustar los parametros del modelo y minimizar el error. Ademas, la
teoria de la probabilidad y la estadistica ayudan a cuantificar la incertidumbre en

las predicciones y a evaluar la confiabilidad del modelo.
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Linear Regression

La regresion lineal es un modelo matematico utilizado para predecir valores
continuos mediante la relacion entre una variable dependiente y una o mas variables
independientes. Segun Hernandez (2018), este modelo asume que las relaciones
entre las variables son lineales, lo que significa que un cambio en la variable
independiente produce un cambio proporcional en la variable dependiente. La
ecuacion basica de la regresion lineal se representa como y=Bo+P1x+ey, donde y es
la variable dependiente, x la independiente, Bo el intercepto, 1 la pendiente, y € el
error residual. Este modelo es ideal para problemas donde las relaciones son simples
y directas, permitiendo interpretar facilmente el impacto de las variables
independientes sobre la dependiente.

Sin embargo, Soria (2022) sefiala que la regresion lineal tiene limitaciones
cuando los datos presentan relaciones no lineales o estan influenciados por outliers.
Por ello, su eficacia depende en gran medida de la limpieza y preprocesamiento de
los datos. Este modelo se utiliza ampliamente en disciplinas como la economia, la
biologia y la ingenieria debido a su simplicidad y bajo costo computacional.
Ademas, es comUn emplear métricas como el error cuadratico medio (MSE) y el
coeficiente de determinacion (R?) para evaluar su desempefio, destacandose por su

precision en problemas de prediccion continua.

y = Bo+ Prz1 + Pexza + -+ + Bun t € (1)

Donde:

y es la variable objetivo.

Bo es el término independiente.

Bi son los coeficientes de cada variable x;.

€ es el término de error.

Decision Tree

Los arboles de decision son modelos de aprendizaje supervisado que
dividen iterativamente los datos en subconjuntos con base en reglas derivadas de
las caracteristicas mas significativas. Mitchell (1997) define un arbol de decision

como una estructura jerarquica donde los nodos internos representan pruebas sobre
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un atributo, las ramas reflejan los resultados de esas pruebas, y las hojas
corresponden a las decisiones o predicciones finales. Este enfoque es
particularmente Util tanto en clasificacion como en regresion, ya que puede manejar
datos categoricos y continuos con facilidad. Por ejemplo, en un problema de
clasificacion, un arbol podria determinar si un cliente comprara un producto
basandose en su historial de compras.

Wilkins (2020) destaca que los arboles de decision son altamente
interpretables y faciles de visualizar, 1o que los hace populares en aplicaciones
donde la transparencia es fundamental. Sin embargo, tienen la desventaja de ser
propensos al sobreajuste si no se implementan técnicas como la poda o la limitacion
de la profundidad del arbol. A pesar de ello, su versatilidad y eficiencia los
convierten en herramientas valiosas en multiples disciplinas, desde marketing hasta
bioinformatica. Los arboles de decision se evallian comunmente mediante métricas
como la precision, el recall y el area bajo la curva ROC (AUC-ROC), que

determinan su rendimiento en tareas especificas.
i1 Yi )

Prediccion = , para un nodo hoja que contiene m observaciones.

T

Random Forest

Random Forest es un algoritmo basado en el ensemble learning que combina
multiples arboles de decision para crear un modelo mas robusto y preciso. Marsland
(2015) explica que el proceso implica entrenar cada arbol en diferentes
subconjuntos del conjunto de datos y utilizar una seleccion aleatoria de
caracteristicas en cada nodo para reducir la correlacion entre los arboles. El
resultado final se obtiene mediante el promedio de las predicciones (para regresion)
o el voto mayoritario (para clasificacion), lo que mejora significativamente la
capacidad de generalizacion del modelo. Este enfoque reduce el riesgo de
sobreajuste, que es comun en modelos individuales de arboles de decision.

Rouhianien (2018) destaca que Random Forest es particularmente eficaz en
problemas con alta dimensionalidad o datos con ruido, ya que su disefio permite
identificar las caracteristicas mas relevantes mientras ignora las menos importantes.

Sin embargo, el modelo puede ser computacionalmente intensivo, especialmente
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cuando se utiliza un gran nimero de arboles o datos masivos. Este algoritmo se

evalUa mediante métricas como la precision, el error cuadratico medio (MSE) v el

coeficiente de determinacién (R?), que reflejan su desempefio en diferentes tareas.

Gracias a su flexibilidad y precision, Random Forest se ha convertido en una

herramienta estdndar en areas como la medicina, la biologia y las ciencias sociales.

3 ¥ | Prediccién del Arbol; (3)
k

Prediccion =

Donde k es el nimero total de arboles en el modelo.

K-Nearest Neighbors

K-Nearest Neighbors (KNN) es un algoritmo de aprendizaje supervisado
basado en la similitud entre observaciones. Martinez (2020) describe KNN como
un enfoque sencillo y efectivo que utiliza la proximidad en el espacio de
caracteristicas para clasificar datos o realizar predicciones. El algoritmo identifica
los k vecinos mas cercanos de un punto, utilizando métricas de distancia como
Euclidiana o Manhattan, y asigna una etiqueta de clase (en clasificacion) o un
promedio (en regresion). Este método es no paramétrico, lo que significa que no
realiza suposiciones sobre la distribucion de los datos, haciéndolo flexible para una
amplia variedad de problemas.

Sin embargo, Fernandez y Martin (2020) mencionan que KNN tiene
limitaciones significativas, como la sensibilidad al ruido, la seleccién del valor
optimo de k, y la necesidad de escalar las caracteristicas para evitar que las variables
con mayor magnitud dominen los resultados. Su rendimiento disminuye con
conjuntos de datos grandes o altamente dimensionales debido al aumento en el
costo computacional. A pesar de ello, KNN sigue siendo una opcién popular en
problemas donde las relaciones entre las variables no son lineales ni complejas,
destacandose por su simplicidad y capacidad de adaptacion.

Zf 1Y (4)
k

Prediccion —

Donde y; son los valores de los k vecinos méas cercanos.
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SVR

Support Vector Regressor (SVR) es una variante de las méquinas de
vectores de soporte disefiada para resolver problemas de regresion. Mitchell (1997)
explica que SVR busca encontrar un hiperplano 6ptimo que prediga valores
continuos dentro de un margen de tolerancia predefinido. Este modelo utiliza
funciones de kernel para transformar los datos en espacios de mayor
dimensionalidad, permitiendo capturar relaciones no lineales entre las variables.
Esto lo hace especialmente atil en problemas donde los datos no tienen patrones
claramente definidos.

Wilkins (2020) sefiala que SVR es robusto frente a datos complejos y ruido,
aunque puede ser computacionalmente costoso, especialmente con conjuntos de
datos grandes. Su efectividad depende en gran medida de la seleccidn de pardmetros
como el margen de tolerancia (€) y el tipo de kernel utilizado (por ejemplo, lineal,
polindmico o RBF). A pesar de sus limitaciones, SVR es ampliamente utilizado en
aplicaciones como la prediccion de precios y series temporales, debido a su

capacidad para equilibrar precision y generalizacion.

. . 5
y=w'z+b conly— (wz+b) <e ©)

Donde:
w es el vector de pesos.
b es el sesgo.

€ es la tolerancia al error.

Gradient Boosting

Gradient Boosting es un algoritmo de aprendizaje supervisado que
construye un modelo fuerte mediante la combinacion iterativa de modelos debiles,
como arboles de decision. Marsland (2015) explica que este método optimiza los
errores residuales en cada iteracion, lo que permite al modelo aprender de las fallas
de las predicciones anteriores. Este enfoque lo hace particularmente efectivo en
problemas complejos y con datos no lineales, ya que ajusta los modelos a patrones

dificiles de detectar.
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Soria (2022) destaca que Gradient Boosting es una técnica poderosa, pero
requiere una cuidadosa configuracion de hiperpardmetros, como la tasa de
aprendizaje y la profundidad méaxima de los arboles, para evitar problemas de
sobreajuste. Aunque es computacionalmente intensivo, su alta precision y
flexibilidad lo han convertido en una herramienta clave en areas como el marketing
predictivo, la bioinformética y el andlisis financiero. Las métricas de evaluacion

como el MAE y el R2 son cominmente utilizadas para medir su rendimiento.

Fm(:c} = FFFE—J.[:’E) e f}:FFthHE(m} (6)

Donde:
F,, (x) es el modelo en la iteracion m.
h,,(x) es el arbol ajustado en la iteracion m.

¥m €S el peso del arbol ajustado.

2.2.2. Inteligencia artificial

La Inteligencia Artificial (IA) es un campo interdisciplinario de la
informéatica que se centra en la creacion y desarrollo de sistemas y tecnologias
capaces de realizar tareas que normalmente requieren inteligencia humana. A través
de algoritmos y modelos avanzados, la IA busca emular y automatizar funciones
cognitivas y perceptuales, permitiendo a las maquinas aprender, razonar, tomar
decisiones y resolver problemas de manera similar a como lo haria un ser humano
(Rouhianien, 2018).

Segun Belda (2019) el concepto de IA abarca una amplia gama de
capacidades, desde el procesamiento del lenguaje natural hasta el reconocimiento
de patrones en imégenes y la toma de decisiones complejas. Una de las
caracteristicas fundamentales de la 1A es su capacidad para aprender de los datos.
Los algoritmos de aprendizaje automatico permiten a las maquinas mejorar su
desempefio a medida que se exponen a mas informacion, ajustando sus parametros
internos para hacer predicciones mas precisas y tomar decisiones mas informadas.

La IA se basa en diversos enfoques y técnicas, incluyendo redes neuronales
artificiales, algoritmos de aprendizaje profundo, procesamiento del lenguaje
natural, vision por computadora y sistemas expertos. Estas metodologias permiten

a las maquinas abordar problemas complejos y desafiantes en campos como la
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medicina, la robdtica, la industria, el comercio electronico, la atencion al cliente y
mas (Soria, 2022).

La importancia de la IA en la sociedad contemporanea es innegable. Ha
revolucionado la manera en que interactuamos con la tecnologia y ha transformado
la forma en que las empresas operan. La IA ha habilitado la automatizacion de
procesos, mejorado la precision en el diagnostico médico, permitido la conduccion
autonoma de vehiculos y facilitado la toma de decisiones empresariales basadas en
datos (Wilkins, 2020).

Ademas de sus beneficios préacticos, la IA también plantea desafios éticos y
sociales. Estos incluyen preocupaciones sobre la privacidad de los datos, la
seguridad cibernética, la discriminacién algoritmica y el impacto en el empleo. La
comunidad global se encuentra en un proceso de discusion y regulacion para

abordar estos aspectos y garantizar un uso responsable y ético de la IA.

2.2.3. Método CRISP-DM
La metodologia CRISP-DM (Cross-Industry Standard Process for Data

Mining) es un enfoque estructurado y ciclico utilizado en el analisis de datos y

mineria de datos. Consta de seis fases interconectadas que guian a través de la

planificacion, implementacién y entrega exitosa de proyectos de mineria de datos

(Chapman et al., 2000):

A. Comprension del Negocio: En esta fase inicial, se trabaja estrechamente con los
interesados para definir los objetivos del proyecto y los requisitos
empresariales. Se identifican los problemas clave que se abordardn y se
establece una comprensidn clara del contexto comercial.

B. Comprensién de los Datos: En esta fase, se recopila y explora el conjunto de
datos disponible. Se evalla la calidad de los datos, se identifican posibles
problemas y se realiza una exploracion inicial para descubrir patrones,
relaciones y caracteristicas relevantes.

C. Preparacion de los Datos: Aqui, los datos se limpian, transforman y procesan
para garantizar que estén listos para el analisis. Esto incluye la seleccién de
atributos relevantes y la creacion de nuevas caracteristicas si es necesario. El

objetivo es crear un conjunto de datos preparado y limpio.
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D. Modelado: En esta fase, se seleccionan y aplican diversas técnicas de modelado,
como algoritmos de aprendizaje automatico, para construir y evaluar modelos
con los datos preparados. Estos modelos buscan resolver los problemas
identificados en la fase de comprension del negocio.

E. Evaluacion: Aqui se evaltan los modelos creados en términos de su rendimiento
y su capacidad para abordar los objetivos comerciales. Se ajustan y optimizan
los modelos segun sea necesario para lograr un rendimiento éptimo.

F. Despliegue: En la fase final, los modelos se implementan en el entorno
empresarial. Se monitorea su funcionamiento en tiempo real y se realizan
ajustes segun los resultados reales y los comentarios de los usuarios. También
se documenta todo el proceso para futuras referencias.

CRISP-DM es un enfoque iterativo, lo que significa que las fases se pueden
repetir segun las necesidades cambiantes y para mejorar continuamente el
rendimiento del modelo. Esta metodologia proporciona una guia sélida para
proyectos de mineria de datos, ayudando a las organizaciones a transformar datos

en informacion valiosa y tomar decisiones fundamentadas.

2.2.4. Prediccion del precio de los minerales

Segun Mitchell (1997), la prediccidn en este contexto requiere un enfoque
cuantitativo, debido a la influencia de mdaltiples factores, como las condiciones
econdmicas globales, la oferta y la demanda, y las fluctuaciones en los mercados
de materias primas relacionadas. Estos factores generan patrones complejos que no
son facilmente detectables mediante métodos tradicionales, lo que ha llevado al uso
de modelos avanzados como la regresion lineal, arboles de decision y algoritmos
de ensemble.

Marsland (2015) explica que los modelos predictivos deben ser capaces de
identificar tendencias histdricas y correlaciones significativas entre las variables.
Los algoritmos como Gradient Boosting y Random Forest son especialmente utiles
debido a su capacidad para manejar datos no lineales y ruidosos. Ademas, Soria
(2022) destaca que el uso de métricas como el error absoluto medio (MAE) vy el
coeficiente de determinacion (R?) permite evaluar la precision y la capacidad de
generalizacion de estos modelos, asegurando predicciones mas confiables en

mercados inestables.
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Por otro lado, Wilkins (2020) resalta la importancia de la disponibilidad y
calidad de los datos en la prediccion de precios de minerales. Datos incompletos o
desactualizados pueden conducir a modelos que no capturan adecuadamente las
dindmicas del mercado. Asimismo, la seleccion de variables clave, como los precios
de apertura y cierre, los maximos y minimos diarios, y los volimenes de
transaccion, es crucial para la construccion de modelos eficaces.

Por tanto, la prediccién del precio de los minerales combina herramientas
analiticas avanzadas con datos financieros y economicos para generar estimaciones
precisas y confiables. Este proceso no solo apoya la toma de decisiones estratégicas
en la industria minera, sino que también contribuye a la estabilidad y planificacion

financiera en mercados globales.

2.3. Marco conceptual

A. Ajuste (Overfitting): Fendmeno en el cual el modelo se adapta demasiado a los
datos de entrenamiento y no generaliza bien a nuevos datos.

B. Algoritmos de aprendizaje automatico: Conjunto de técnicas que permiten a las
maquinas aprender de datos y mejorar su rendimiento en tareas especificas.

C. Andlisis comparativo: Evaluacion y comparacion de diferentes enfoques, en
este caso, de algoritmos de aprendizaje automatico.

D. Clasificacion: Tipo de analisis que asigna etiquetas o categorias a elementos, en
este caso, podria utilizarse para clasificar tendencias del mercado.

E. Conjunto de entrenamiento: Subconjunto de datos utilizado para entrenar el
modelo.

F. Conjunto de prueba: Subconjunto de datos utilizado para evaluar el rendimiento
del modelo.

G. Datos histéricos: Informacién recopilada previamente sobre los precios de los
minerales en la bolsa.

H. Desempefio del modelo: Evaluacion de la efectividad y precision del modelo en
la prediccion de precios de minerales.

I.  Entrenamiento del modelo: Proceso de ajustar un algoritmo de aprendizaje
automatico utilizando datos para que pueda hacer predicciones precisas.

J. Modelos de prediccion: Estructuras matematicas que utilizan datos historicos

para prever eventos futuros.
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. Precision: Medida de cuédn cerca estan las predicciones del modelo de los
valores reales.

Prediccion de precios: Estimacion anticipada del valor futuro de los minerales
en el mercado financiero.

. Recall: Medida de cuéantos de los valores reales se capturan correctamente en
las predicciones del modelo.

. Regresion: Tipo de analisis estadistico que busca predecir valores continuos,
COMO precios.

. Tendencias del mercado: Patrones y comportamientos observados en los precios
de los minerales a lo largo del tiempo.

Validacion cruzada: Técnica para evaluar el rendimiento del modelo al dividir
los datos en conjuntos de entrenamiento y prueba.

. Variable dependiente: Valor que se esta tratando de predecir, en este caso, el
precio de los minerales.

. Variables independientes: Caracteristicas o atributos que se utilizan para hacer

predicciones, como datos histéricos y tendencias del mercado.
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CAPITULO 111
METODO

3.1. Tipo y nivel de investigacion
3.1.1. Tipo de investigacion

El estudio es cuasi-experimental, ya que se manipula la variable
independiente (algoritmos de aprendizaje automatico) para evaluar su impacto en
la variable dependiente (tasa de éxito), sin asignacion aleatoria de los grupos
(Hernéndez, 2018).

3.1.2. Nivel de investigacion

El nivel es aplicado y explicativo. Es aplicado porque busca resolver un
problema préctico, y explicativo porque analiza las relaciones de causa-efecto entre
las variables estudiadas (Carrasco, 2019).

3.2. Disefio de investigacion

El enfoque fue experimental, ya que implicd la manipulacion de variables a
través de la aplicacion y evaluacion de distintos algoritmos de aprendizaje
automatico (Naupas et al., 2018). Este disefio permitié observar los efectos de
diferentes algoritmos sobre la prediccion del precio de los minerales en la Bolsa de
Valores de Nueva York. Ademas, se adoptd un enfoque transaccional para describir
las interacciones entre variables en un periodo especifico, evaluando el rendimiento

de cada algoritmo mediante métricas como MAE, RMSE y R2.

Grupo experimental (GE) 01 X (0))
Grupo control (GC) O3 - 04
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Donde:

01 = Pre Test
X = Tratamiento
o)) = Post Test

3.3. Poblacién y muestra
3.3.1. Poblacion

Se hizo referencia a que la poblacion abarcé el conjunto de elementos,
sucesos 0 situaciones que fueron analizados utilizando diversas técnicas
mencionadas previamente (Méndez, 2012). Por tanto, la poblacion estuvo
conformada por aproximadamente 2594 registros historicos obtenidos de los sitios
web http://www.finance.yahoo.com y www.investing.com, que permitieron

analizar las cinco variables fundamentales durante el periodo de 2014 al 2024.

Tabla 2
Distribucién de la poblacién de estudio de registros financieros de la bolsa de valores de
New York

Bolsa de valores Afios Poblacion Porcentaje
2014 101 3.89%
2015 264 10.18%
2016 260 10.02%
2017 258 9.95%
2018 259 9.98%
New York 2019 258 9.95%
2020 258 9.95%
2021 257 9.91%
2022 258 9.95%
2023 259 9.98%
2024 162 6.25%
Total 2594 100%

3.3.2. Muestra

La muestra corresponde a una porcion o fraccion del universo o poblacion,
elegida mediante diversos metodos, siempre con el objetivo de asegurar la
representacion fiel del conjunto total (Bernal, 2016). Debido a las caracteristicas de

la poblacion y la facilidad de su acceso, la muestra estuvo conformada por toda la
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poblacion para poder tener una mayor precision en el caso del entrenamiento de los
modelos de Machine Learning.
n=N =2594

3.4. Técnicas e instrumentos de recoleccion de datos

3.4.1. Técnicas
Latécnicaempleada en la investigacion fue la observacion, la cual posibilitd
la visualizacion y recopilacion de datos sobre el fendmeno, evento o situacion para

su anélisis posterior (Hernandez, 2018).

3.4.2. Instrumentos
La ficha de observacion constituy6 la herramienta empleada para recolectar

los datos necesarios. Mediante esta ficha, se registraron detalles como actividades,

duracion, eventos y otros elementos esenciales para el estudio (Hernandez, 2018).

Su funcionamiento consistid en los siguientes pasos:

— Definicion de variables: Se identificaron las variables a registrar, como los
algoritmos, valores de MAE, RMSE, R?, y exactitud.

— Disefio de la ficha: La ficha se configurd6 con campos para registrar los
resultados de las pruebas de cada algoritmo.

— Recopilacion de datos: Durante las pruebas, se anotaron los resultados
obtenidos por cada algoritmo, incluyendo posibles ajustes o incidencias.

— Validacion de datos: Las fichas se revisaron para asegurar que los datos
registrados fueran correctos y completos.

— Andlisis: Los datos recopilados fueron utilizados en el analisis comparativo para

evaluar el rendimiento de los algoritmos.

3.5. Técnicas de procesamiento y analisis de datos

Este estudio, siguiendo la metodologia CRISP-DM, se baso en una solida
estrategia de procesamiento y analisis de datos para llevar a cabo un anélisis
comparativo de algoritmos de aprendizaje automatico para la prediccién del precio
de los minerales en la Bolsa de Valores de Nueva York. La metodologia CRISP-

DM se adapto a esta investigacion al proporcionar una estructura sistematica y
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escalable para abordar los desafios inherentes a la mineria de datos en un contexto

financiero y econémico.

Exploracion y preparacion de datos: En la fase de comprension del negocio, se
exploraron y recopilaron los conjuntos de datos histéricos de precios de
minerales en la Bolsa de Valores de Nueva York. Se llevo a cabo una
exploracion exhaustiva para comprender la estructura y la calidad de los datos,
identificando posibles valores atipicos, datos faltantes y patrones temporales.
Anélisis descriptivo: Se implementd un analisis descriptivo para examinar las
caracteristicas bésicas de los datos. Esto incluy6 el célculo de estadisticas
descriptivas como medias, medianas, desviaciones estdndar y percentiles. Se
realizaron visualizaciones graficas como graficos de lineas y de dispersién para
representar la evolucion de los precios con el tiempo y explorar tendencias.
Anélisis inferencial: Aprovechando la fase de modelizacion, se llevo a cabo un
analisis inferencial para explorar relaciones méas profundas entre los precios de
los minerales y posibles variables influyentes. Esto implicé pruebas de
correlacion y regresion para determinar la fuerzay la direccion de las relaciones.
Ademas, se considerd la inclusion de variables externas, como indicadores
econdmicos o eventos globales, para evaluar su impacto en los precios de los
minerales.

Seleccion y comparacion de algoritmos: En la fase de modelizacion, se
implementaron varios algoritmos de aprendizaje automatico, incluyendo
regresiones, maquinas de soporte vectorial, redes neuronales y otros relevantes.
Se ajustaron los hiperparametros de cada modelo y se evalud su rendimiento
utilizando meétricas especificas de acuerdo con el andlisis descriptivo e
inferencial, como el MAPE y el RMSE.

Interpretacion y presentacion de resultados: Finalmente, se interpretaron los
resultados obtenidos a partir de los analisis descriptivos e inferenciales. Los
algoritmos mas efectivos y las relaciones clave fueron identificados y discutidos
en relacion con los objetivos de la investigacion. Los hallazgos fueron
presentados de manera clara y comprensible, utilizando gréaficos y

visualizaciones para respaldar las conclusiones.
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CAPITULO IV
RESULTADOS

4.1. Aplicacion del método CRISP-DM

4.1.1. Comprension del negocio

Al abordar este proyecto de prediccion de precios de minerales en la Bolsa

de Valores de Nueva York en 2024, se ha reconocido al método CRISP-DM (Cross-

Industry Standard Process for Data Mining) para garantizar un enfoque estructurado

y sistematico en todas las etapas del proceso. La primera fase de este método, la

comprension del negocio, es fundamental para establecer una base sélida y

comprender a fondo los objetivos y requisitos del proyecto.

A. Objetivo general: Determinar el algoritmo de aprendizaje automatico con

mayor tasa de éxito para la prediccion del precio de los minerales en la Bolsa
de Valores de Nueva York en 2024.

B. Objetivos especificos:

Determinar las principales caracteristicas del comportamiento del precio de
los minerales.
Evaluar el rendimiento de diferentes algoritmos de aprendizaje automatico.

Evaluar la capacidad de generalizacién de los algoritmos.

C. Criterios de éxito

Precision de la prediccién.
Capacidad de generalizacion.
Interpretabilidad del modelo.

Eficiencia computacional.
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4.1.2. Comprension de los datos
La informacion que proporciona la Bolsa de Valores estd compuesta por
indicadores como:
— Fecha: La fecha especifica en la que se registraron los datos.
— Ultimo: EI precio al cual se cerro la operacion en la Bolsa de Valores al final
del dia.
— Apertura: El precio al cual se abrid la operacion en la Bolsa de Valores al inicio
del dia.
— Maximo: El precio mas alto alcanzado durante el dia.
— Minimo: El precio mas bajo alcanzado durante el dia.
— Vol.: La cantidad de mineral que fue intercambiada durante el dia.
— 9%Var: La variacion porcentual del precio de cierre en comparacion con el
cierre del dia anterior.
A partir de la base de indicadores, se afiadieron variables fundamentales
adicionales como:
— Precio de cierre del dia anterior: El precio al cual se cerro la operacion al final
del dia anterior.
PCA; = PC;_,4 @)

— Precio alto del dia anterior: El precio mas alto alcanzado durante la jornada
de operaciones del dia anterior.
PAAl = PAL'—I (8)

— Precio bajo del dia anterior: EIl precio méas bajo alcanzado durante la jornada
de operaciones del dia anterior.
PBA; = PB;_, ©)

— Precio de apertura del dia anterior: El precio al cual se inicio la operacion al
comienzo de la jornada del dia anterior.
POAl = POi—l (10)

Asi también variables técnicas:
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Momentum: Es un indicador de andlisis técnico que mide la velocidad de
cambio del precio de un activo. Calcula la diferencia entre el precio actual y el
precio de un periodo anterior especifico.

M,y = PC; — PCi_1, (11)

indice K: Es parte del indicador estocéstico que compara el precio de cierre de
un activo con su rango de precios durante un periodo de tiempo especifico.

PC — PMB14; (12)
Iy = x 1009
K™ PMA.4; — PMB 4 %

indice D: Es la media movil del indice K y forma parte del indicador
estocastico. Generalmente, se calcula como una media movil simple de tres
periodos del indice K.

oK% (13)

I D
Promg

Promedio mavil: Es el promedio del precio de un activo durante un nimero
especifico de periodos. Puede ser una media moévil simple (SMA) o una media
movil exponencial (EMA).

10

—1 PC; (14)

PM_10 ==L =

- 10
William: Es un oscilador de momento que mide los niveles de sobrecompra y
sobreventa de un activo en un periodo determinado.

PAy; — PC
=T 100% (15)
PAy; — PBo;

Precio medio: Es el promedio del precio alto, bajo y de cierre de un activo en
un periodo determinado.

PA; + PC; + PB; (16)
Predio = 3
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— Monto: Representa el valor total de las transacciones realizadas durante el
periodo, calculado como el volumen de transacciones multiplicado por el
precio.

Predio X Volumen a7)

— BIAS_20: Es un indicador que mide la desviacion porcentual del precio actual
respecto a la media movil de 20 periodos.
PC; — PM_20 (18)

BIAS20; = — =5

— Diferencia: La diferencia en el contexto de los datos financieros generalmente
se refiere a la variacion en el precio de cierre entre dos periodos consecutivos.
DIF = PC; — PC;_,4 (19)

A) Carga y exploracion inicial:

La Figura 1, representa el proceso de carga y exploracion inicial de los datos
en el entorno de analisis, incluye la visualizacion de las primeras filas del conjunto
de datos y un resumen estadistico basico que muestra la estructura de los datos

disponibles para el estudio.

Figural

Carga y exploracion inicial

import pandas as pd

# Cargar los datos del archivo Excel

file path = "/mnt/data/DatosORO.x1sx’
data = pd.read_excel(file_path)

# Mostrar las primeras filas del dataset
data.head()

B) Limpieza de datos:

La Figura 2, muestra los pasos realizados para la limpieza de los datos, esto
incluye la identificacion y tratamiento de valores faltantes, la correccién de
inconsistencias, y la eliminacién de duplicados, con el objetivo de preparar un

conjunto de datos limpio y adecuado para el analisis.
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Figura 2

Limpieza de datos

# Eliminar la primera fila que parece ser un duplicado de los nombres de columnas
data_cleaned = data.drop(@)

# Convertir la columna 'Fecha’ a formato de fecha estandar
data_cleaned[ "Fecha'] = pd.to_datetime(data_cleaned[ 'Fecha'], format="%d.%m.%Y")

# Convertir las columnas de precios y volumen a tipo numérico, manejando los posibles errores
cols_to_convert = ["Ultimo’, ‘Apertura’, 'Maximo', 'Minimo', 'Vol.', 'Precio cierre anterior’,
"Precio alto anterior', 'Precio bajo anterior®, 'Precio apertura anterior’,
'precio medio’, 'Monto’, 'Diferencia’, '¥ var.']
for col in cols_to_convert:
data_cleaned[col] = pd.to_numeric(data_cleaned[col], errors='coerce’)

# Revisar los primeros registros después de la limpieza
data_cleaned.head()

C) Anélisis descriptivo

La Figura 3, muestra el cddigo en Python para crear un grafico de series
temporales de los precios del oro en la Bolsa de Valores de Nueva York, utilizando
la biblioteca matplotlib. El gréfico visualiza las variaciones de los precios de

apertura, maximo, minimo y cierre a lo largo del tiempo.

Figura 3
Cadigo para generar el gréfico de series temporales

import matplotlib.pyplot as plt

# Estadisticas descriptivas basicas
descriptive_stats = data_cleaned[[ 'Ultimo’, 'Apertura’, 'Maximo', ‘Minimo’]].describe()

# Graficar las series temporales de los precios

plt.figure(figsize=(14, 7))

plt.plot(data_cleaned[ 'Fecha'], data_cleaned[ 'Ultime"], label="0Ultimo")
plt.plot(data_cleaned[ Fecha'], data_cleaned[ Apertura’], label="Apertura’)
plt.plot(data_cleaned[ Fecha'], data_cleaned[ 'Maximg"], label="Maximo')
plt.plot(data_cleaned[ Fecha'], data_cleaned[ 'Minimg"], label="Minimo')
plt.xlabel( Fecha")

plt.ylabel( 'Precic’)

plt.title( 'Precios del Oro en la Bolsa de Valores de New York (2824)")
plt.legend()

plt.grid(True)

plt.show()

# Mostrar estadisticas descriptivas

import ace_tools as tools; tools.display dataframe_to_user
(name="Estadisticas Descriptivas de los Precios del Oro", dataframe=descriptive_stats)

La Figura 4, presenta una grafica de series temporales que ilustra la

evolucion de los precios de los minerales en la Bolsa de Valores de Nueva York a
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lo largo del tiempo; esta figura es Util para observar tendencias y patrones histdricos

en los precios.

Figura 4
Serie temporal de los precios

Precios del Oro en la Bolsa de Valores de New York (2024)
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Tabla 3
Estadisticos descriptivos
Indicador . o o
o Ultimo Apertura Maximo Minimo
Estadistico
count 2594,00 2594,00 2594,00 2594,00
mean 1529,68 1529,82 1540,09 1519,23
std 322,80 322,72 325,52 319,98
min 1049,60 1051,50 1062,70 1045,40
Q1 1250,33 1250,08 1257,83 1243,20
Q2 1526,80 1527,50 1539,40 1514,40
Q3 1774,50 1774,83 1795,03 1764,43
max 2067,60 2075,00 2081,80 2062,60

Analisis e interpretacion de resultados: Se observa que, durante el
periodo analizado, el precio medio de cierre fue de aproximadamente 1529,68 con
una desviacion estandar de 322,80, indicando una considerable variabilidad en los
precios. El precio de cierre minimo registrado fue 1049,60 y el méaximo alcanzé los

2067,60. La distribucion de los precios de apertura, maximo y minimo sigue una
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tendencia similar, con medias cercanas y una variabilidad comparable, como se
refleja en sus respectivas desviaciones estdndar. La figura de las series temporales
de los precios ilustra claramente la tendencia alcista del oro desde 2014 hasta 2024,
con fluctuaciones notables alrededor de los afios 2020 y 2022, coincidiendo con
eventos econémicos significativos. Este comportamiento indica una creciente
demanda y posibles especulaciones en el mercado del oro, destacando su carécter

de activo refugio durante periodos de incertidumbre econdémica.

4.1.3. Preparacion de los datos

Se procede a examinar las correlaciones entre las diferentes variables del
conjunto de datos para identificar relaciones importantes que puedan influir en la
prediccion del precio del mineral (oro).

La Figura 5, muestra el codigo en Python utilizado para calcular la matriz
de correlacion entre diferentes variables relacionadas con los precios del oro y
generar un mapa de calor utilizando la biblioteca seaborn. EI mapa de calor

visualiza la fuerza y direccion de las relaciones entre las variables.

Figura 5

Generacion de matriz de correlacion y mapa de calor
import seaborn as sns

# Calcular la matriz de correlacidn

correlation_matrix = data_cleaned[['Ultimo', 'Apertura’, 'Maximo', 'Minimo', 'Vol.', 'Precio cierre anterior’',
'Precio alto anterior', 'Precio bajo anterior’, ‘Precio apertura anterior’,
'precio medic', 'Monto', 'Diferencia’, '¥ war.']].corr()

# Generar el mapa de calor

plt.figure(figsize=(14, 1@))

sns.heatmap(correlation_matrix, annot=True, cmap='coolwarm’', fmt=".2f")
plt.title( 'Matriz de Correlacidn de Variables')

plt.show()

La Figura 6, detalla la matriz de correlacion de las variables seleccionadas
para el analisis, proporciona una vista detallada de cémo cada variable se
correlaciona con las demas, lo cual es crucial para la seleccidn de caracteristicas en

modelos de aprendizaje automatico.

30



Figura 6

Matriz de correlacion de variables

Matriz de Correlacion de Variables

Ultimo 0.13 1.00 1.00 1.00 1.00 1.00

Apertura -0.13 1.00 1.00 1.00 1.00 1.00

Maximo . -0.12 .00 1.00 1.00 1.00 1.00

Mfnimo — 1.00 1.00 1.00 1.00

Vol. BEIE 4 4 -0.14 -0.13 -0.13 -0.14 -0.13 -0.13 . 0. -0. 0.6

Precio cierre anterior SNl . -0. 1.00 1.00 1.00

Precio alto anterior . -0. 00 1.00 1.00 1.00
-0.4

Precio bajo anterior . 4 1.00 1.00 1.00

Precio apertura anterior -0.13 J 1.00 d 1.00
-0.2

precio medio -0.13 0 1.00 J 1.00

Monto -

Diferencia

% var.

Ultimo

Apertura

Maximo

Minimo

Vol.

Precio cierre anterior
Precio alto anterior
Precio bajo anterior
Precio apertura anterior
precio medio

Monto

Diferencia

Andlisis e interpretacion de resultados: Las correlaciones entre los
precios de cierre, apertura, maximo y minimo son altas, evidenciando patrones de
continuidad en los precios de un dia a otro. Sin embargo, la menor correlacion del
volumen con los precios indica que, aunque el volumen de transacciones es un
factor importante, no es el principal impulsor de las variaciones diarias en los
precios del oro. Por tanto, el oro ha mostrado un comportamiento robusto como
activo refugio, con una tendencia al alza a lo largo del tiempo y respuestas

significativas a los eventos econémicos globales.

4.1.4. Modelado
4.1.4.1. Dividir los datos

Dividiremos los datos en un conjunto de entrenamiento y un conjunto de
prueba. La Figura 7 ilustra el proceso de division del conjunto de datos en conjuntos
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de entrenamiento y prueba, esta division es fundamental para la validacion y
evaluacion del rendimiento de los modelos de aprendizaje automatico.
Figura 7
Dividir los Datos
from sklearn.model selection import train_test split
# Seleccionar caracteristicas y variable objetivo
features = data[['Apertura’, "Maximo®, 'Minimo’, ‘Volumen',
'Precio_cierre_anterior’, 'Precio_alto_anterior’, 'Precio_bajo_anterior’,
'Precio_apertura_anterior’, 'Momentum', 'Indice K', 'Indice D',
'Promedio_movil', 'William’, 'Precio_medio', 'Monto’, 'Diferencia’]]

target = data[ 'Ultimo']

# Dividir los datos en conjuntos de entrenamiento y prueba
X_train, X_test, y_train, y_test = train_test split(features, target, test_size=8.2, random_state=42)

La Figura 8 describe el proceso de imputacion de valores nulos, mostrando
como se manejan las entradas faltantes en el conjunto de datos para mantener la

integridad de los analisis y evitar sesgos en los modelos predictivos.

Figura 8

Imputacién de Valores Nulos

from sklearn.impute import SimpleImputer

# Crear un imputador para rellenar los valores nulos con la media de cada columna
imputer = SimpleImputer(strategy="mean')

# Aplicar el imputador a las caracteristicas

X_train_imputed = imputer.fit_transform(X_train)
X_test imputed = imputer.transform(X _test)

4.1.4.2. Aplicar algoritmos de aprendizaje automatico
A) Regresion lineal
La Figura 9, presenta el fragmento de codigo utilizado para implementar el

modelo de regresion lineal; este codigo es clave para entender como se ha

configurado y entrenado el modelo para predecir los precios de los minerales.
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Figura 9
Codigo Regresion lineal

from sklearn.linear model import LinearRegression
from sklearn.metrics import mean_absolute_error, mean_squared_error, r2_score

# Crear y entrenar el modelo de regresidn lineal
linear_model = LinearRegression().fit(X_train_scaled, y_train)

# Realizar predicciones
y_pred_linear = linear_model.predict(X_test_scaled)

# Evaluar el rendimiento del modelo

linear mae = mean_absoclute error(y test, y pred linear)

linear rmse = mean_squared error(y test, y_pred linear, squared=False)
linear_r2 = r2_score(y_test, y_pred_linear)

# Calcular la exactitud (dentro de un 5% de tolerancia)
tolerance = 8.85
accuracy = sum({abs((y_test - y pred linear) / y _test) <= tolerance) / len(y _test)

linear_mae, linear_rmse, linear_r2, accuracy

Resultados:

— Error (MAE): 0,110754
— RMSE: 2,523158

— R%0,999933

— Exactitud (dentro de 5% de tolerancia): 1,0

Analisis e interpretacion: ElI modelo de regresion lineal muestra un
rendimiento excepcional con un MAE muy bajo, un RMSE también bajo, un R?
muy cercano a 1, y una exactitud perfecta dentro de una tolerancia del 5%, lo que
indica que casi todas las predicciones estdn muy cerca de los valores reales.

B) Arbol de decision
La Figura 10 muestra el cédigo utilizado para crear y entrenar un modelo de
arbol de decision; este modelo es comparado con otros para evaluar su eficacia en

la prediccion de precios.
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Figura 10
Codigo Arbol de decision

from sklearn.tree import DecisionTreeRegressor

# Crear y entrenar el modelo de arbol de decisidn
tree_model = DecisionTreeRegressor(random_state=42).fit(X_train_scaled, y_train)

# Realizar predicciones
y_pred_tree = tree_model.predict(X_test_scaled)

# Evaluar el rendimiento del modelo

tree _mae = mean_absolute error(y test, y pred tree)

tree_rmse = mean_squared_error(y_test, y_pred_tree, squared=False)
tree_r2 = r2_score(y_test, y_pred_tree)

# Calcular la exactitud (dentro de un 5% de tolerancia)
accuracy = sum(abs((y_test - y_pred_tree) / y_test) <= tolerance) / len(y_test)

tree_mae, tree_rmse, tree_r2, accuracy

Resultados:

Error (MAE): 3,973988

RMSE: 5,805756

R%: 0,999644

— Exactitud (dentro de 5% de tolerancia): 0,947974

Analisis e interpretacion: EI modelo de arbol de decisién tiene un MAE y
RMSE mas altos que la regresion lineal, pero ain mantiene un R? muy alto y una
buena exactitud. Aunque el modelo explica la mayoria de la variabilidad, sus

predicciones no son tan precisas como las de la regresion lineal.

C) Random forest
La Figura 11 contiene el codigo fuente para el modelo de Random Forest;
este modelo es una extension del arbol de decision que mejora la precision mediante

la creacion de maltiples arboles de decision.
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Figura 11
Codigo Random forest

from sklearn.ensemble import RandomForestRegressor

# Crear y entrenar el modelo de random forest
forest_model = RandomForestRegressor{random_state=42).fit(X_train_scaled, y_train)

# Realizar predicciones
y_pred_forest = forest_model.predict({X_test_scaled)

# Evaluar el rendimiento del modelo

forest_mae = mean_absolute_error(y_test, y_pred_forest)

forest_rmse = mean_squared_error(y_test, y_pred_forest, squared=False)
forest_r2 = r2_score(y_test, y_pred forest)

# Calcular la exactitud (dentro de un 5% de tolerancia)
accuracy = sum(abs((y_test - y_pred forest) / y_test) <= tolerance) / len{(y_test)

forest_mae, forest_rmse, forest_r2, accuracy

Resultados:

— Error (MAE): 3,254196

— RMSE: 5,109032

- R%0,999724

— Exactitud (dentro de 5% de tolerancia): 0,963391

Analisis e interpretacion: El modelo de Random Forest muestra un
rendimiento excelente con un R? muy alto, una buena exactitud, pero un MAE y
RMSE maés elevados que los de la regresion lineal. Aunque el modelo es bueno para
explicar la variabilidad en los datos, su precision en las predicciones es inferior a la

de la regresion lineal.

D) K-Nearest Neighbors (KNN)
La Figura 12 presenta el codigo correspondiente al modelo K-Nearest
Neighbors (KNN); este algoritmo se utiliza para comparar su rendimiento con otros

métodos de prediccion.
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Figura 12
Codigo K-Nearest Neighbors

from sklearn.neighbors import KNeighborsRegressor

# Crear y entrenar el modelo KNN
knn_model = KNeighborsRegressor().fit(X_train_scaled, y_train)

# Realizar predicciones
y_pred knn = knn_model.predict(X test scaled)

# Evaluar el rendimiento del modelo
knn_mae = mean_absolute_error(y_test, y_pred_knn)

knn_rmse = mean_squared_error(y_test, y_pred_knn, squared=False)

knn_r2 = r2_score(y_test, y_pred_knn)

# Calcular la exactitud (dentro de un 5% de tolerancia)

accuracy = sum(abs((y_test - y pred_knn) / y_test) <= tolerance)

knn_mae, knn_rmse, knn_r2, accuracy

Resultados:

— Error (MAE): 14,309692

— RMSE: 24,813011

R?: 0,993495

Exactitud (dentro de 5% de tolerancia): 0,669557

len{y_test)

Anélisis e interpretacion: EI modelo KNN presenta un MAE y un RMSE

significativamente mas altos en comparacion con otros modelos, aunque su R? es

alto. La exactitud también es considerablemente menor, indicando que KNN no es

tan eficaz para este conjunto de datos y tiene menor precision en sus predicciones.

E) Support Vector Regressor (SVR)

La Figura 13 muestra el cdédigo utilizado para implementar el modelo

Support Vector Regressor (SVR); este modelo es evaluado en funcion de su

precision para predecir los precios de los minerales.
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Figura 13
Caodigo Support Vector Regressor

from sklearn.svm import SVR

# Crear y entrenar el modelo SVR
svr_model = SVR({).fit(¥_train_scaled, y_train)

# Realizar predicciones
y_pred_svr = svr_model.predict(X_test_scaled)

# Evaluar el rendimiento del modelo
svr_mae = mean_absolute error(y_test, y pred svr)

svr_rmse = mean_squared_error(y_test, y_pred_svr, squared=False)

svr_r2 = r2 score(y_test, y pred svr)

# Calcular la exactitud (dentro de un 5% de tolerancia)

accuracy = sum(abs((y_test - y_pred_svr) / y_test) <= tolerance)

SVYr_mae, sSVr_Pmse, Svr r2, accuracy

Resultados:

Error (MAE): 64,071919

RMSE: 106,425500

R?: 0,880326

Exactitud (dentro de 5% de tolerancia): 0,122351

{ len(y_test)

Analisis e interpretacion: ElI modelo SVR tiene un MAE y un RMSE

considerablemente altos, lo que indica un rendimiento inferior en comparacion con

otros modelos. Aunque su R? es relativamente alto, los altos valores de MAE y

RMSE, junto con una baja exactitud, sugieren que SVR no es adecuado para

predecir los precios del oro en este conjunto de datos.

F) Gradient Boosting Regressor (GBR)

La Figura 14 presenta el codigo para el modelo Gradient Boosting

Regressor. Este algoritmo combina varios modelos débiles para crear un modelo

robusto y se utiliza para mejorar la precision de las predicciones.
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Figura 14
Codigo Gradient Boosting Regressor

from sklearn.ensemble import GradientBoostingRegressor

# Crear y entrenar el modelo GBR
gbr model = GradientBoostingRegressor(random_state=42).fit(X_train_scaled, y train)

# Realizar predicciones
y_pred gbr = gbr model.predict(X test scaled)

# Evaluar el rendimiento del modelo

gbr_mae = mean_absolute_error(y_test, y_pred_gbr)

gbr_rmse = mean_squared_error(y_test, y_pred _gbr, squared=False)
gbr r2 = r2 score(y_test, y pred gbr)

# Calcular la exactitud (dentro de un 5% de tolerancia)
accuracy = sum(abs{(y_test - y pred_gbr) / y_test) <= tolerance) / len(y_test)

gbr _mae, gbr rmse, gbr r2, accuracy

Resultados:

Error (MAE): 3,168970

RMSE: 4,417573

R?:0,999794

Exactitud (dentro de 5% de tolerancia): 0,959538

Anélisis e interpretacién: EI modelo Gradient Boosting Regressor muestra
un rendimiento muy bueno, con un MAE bajo, un RMSE bajo y un R muy alto. La
exactitud es también muy alta, lo que indica que GBR es muy eficaz para predecir

los precios del oro, proporcionando predicciones precisas y explicando casi

4.1.5. Evaluacion

La Figura 15 muestra el codigo que genera un cuadro resumen de los
resultados obtenidos por cada modelo de aprendizaje automatico evaluad, este
cuadro incluye métricas de rendimiento como MAE, RMSE, R?, y la exactitud

dentro de una tolerancia del 5%.
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Figura 15

Codigo cuadro resumen

import pandas as pd

# Crear un DataFrame con los resultados de todos los modelos
summary_results = pd.DataFrame({
"Model': ['Linear Regression', ‘'Decision Tree®, 'Random Forest', 'K-Nearest Neighbors®,
'SVR', 'Gradient Boosting'],

"MAE': [linear_mae, tree_mae, forest_mae, knn_mae, svr_mae, gbr_mae],

"RMSE’: [linear_rmse, tree_rmse, forest_rmse, knn_rmse, svr_rmse, gbr_rmse],

'R2': [linear_r2, tree_r2, forest_r2, knn_r2, svr_r2, gbr_r2],

'Accuracy (5% Tolerance)': [sum(abs((y test - y pred_linear) / y test) <= 8.85) / len(y_test),
sumiabs ((y_test - y_pred_tree) / y_test) <= 8.85) / len(y_test),
sum{abs ((y_test - y_pred_forest) / y_test) <= 8.85) / len(y_test),

sum(abs ((y_test - y _pred_knn) / y test) <= 8.85) / len(y_test),
sum(abs ((y_test - y _pred_svr) / y test) <= 8.85) / len(y_test),
sum(abs ((y_test - y_pred_gbr) / y test) <= 8.85) / len(y_test)]

import ace_tools as tools; tools.display_dataframe_to_user(name="Resumen de Indicadores por Modelos™,
dataframe=summary_results)

summary_results

Tabla 4
Resumen de indicadores de los modelos
Model MAE RMSE Re  Accuracy (5%
Tolerance)
Linear Regression 0,1108 2,5232 0,9999 1,0000
Decision Tree 3,9740 5,8058 0,9996 0,9480
Random Forest 3,2542 5,1090 0,9997 0,9634
K-Nearest Neighbors 14,3097 24,8130 0,9935 0,6696
SVR 64,0719  106,4255 0,8803 0,1224
Gradient Boosting 3,1690 4,4176 0,9998 0,9595

Anélisis e interpretacion: En el analisis de modelos de aprendizaje
automatico para la prediccion del precio del oro, la regresion lineal mostro el mejor
desempefio general, con un MAE de 0.1107, un RMSE de 2,5231 y un R? de 0,9999,
ademés de una exactitud perfecta del 100 % dentro de una tolerancia del 5%,
destacandose como el modelo mas preciso y robusto. EI modelo de Gradient
Boosting también demostré un rendimiento sobresaliente con un R? de 0,9997 y
una exactitud del 95,95 %, aunque con errores ligeramente superiores a los de la
regresion lineal. En contraste, los modelos KNN y SVR presentaron un rendimiento
significativamente inferior, evidenciado por sus altos valores de MAE y RMSE, y
una baja exactitud, lo que sugiere una menor capacidad para generalizar los

patrones de los datos. EI modelo de Random Forest, aunque eficaz en términos de
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R?(0,9997), mostro errores mas elevados y una exactitud del 96,34%, indicando un
buen rendimiento, pero no tan Optimo como la regresion lineal y el Gradient
Boosting. El arbol de decision tuvo un desempefio intermedio, adecuado, pero no
ideal para este caso de uso especifico. Por tanto, la regresion lineal y el Gradient
Boosting se destacan como las mejores opciones para la prediccion precisa del
precio del oro en el contexto evaluado.

4.2. Analisis descriptivo

Tabla 5
Resultados descriptivos de la métrica MAE segun algoritmo
MAE
Algoritmo Desv.

Minimo Maximo Media Desviacion
Linear  Pretest 0,643093  0,877501  0,755105 0,062780
Regression Postest 0,101080 0,120443 0,112009 0,006382
Decision  Pretest 0,703938 1,016355  0,837015 0,095665
Tree Postest 3,964016  3,982334  3,974546 0,006310
Random  Pretest 0,649868  0,859119  0,754728 0,069227
Forest Postest 3,244538  3,263500  3,254335 0,006768
K-Nearest Pretest 0,638826  0,864388  0,751039 0,066813
Neighbors Postest 14,300392 14,319505 14,309526 0,006194
SVR Pretest 0,658841  0,915982  0,788142 0,071294
Postest 64,063818 64,081607 64,076108 0,004951
Gradient  Pretest 0,671075  0,908326  0,766915 0,061886
Boosting  Postest 3,160317  3,178733  3,167058 0,005838

Anélisis e interpretacion: En todos los modelos, la media del MAE
disminuye significativamente en el postest, indicando que los ajustes realizados a
los modelos lograron reducir el error absoluto medio. Por ejemplo, el modelo Linear
Regression pasé de un MAE promedio de 0,7551 en el pretest a 0,1120 en el postest,
mostrando una notable mejora en precision. De manera similar, el Decision Tree y
Random Forest también presentan una reduccion en sus valores de error, lo que
confirma que los modelos se ajustaron adecuadamente a los datos mejorados. En
contraste, modelos como SVR y K-Nearest Neighbors, aunque mejoran en el
postest, siguen mostrando un desempefio menos favorable en términos absolutos

debido a su mayor sensibilidad a la escala de los datos. En general, la reduccién de
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la desviacion estandar en el postest refuerza la estabilidad del rendimiento en las
simulaciones, validando la efectividad de las modificaciones realizadas.

Tabla 6
Resultados descriptivos de la métrica RMSE segun algoritmo

RMSE

Algoritmo Desv.
Minimo Maximo Media Desviacion
Linear  Pretest 1,094510 1,450906 1,272923 0,088442
Regression Postest 2,484639 2,571022 2,517347 0,028491
Decision  Pretest 1,208409 1,628777 1,367951 0,120040
Tree Postest 5,762883 5,854781 5,814568 0,028815
Random  Pretest 1,082370 1,513079 1,315439 0,131673
Forest Postest 5,077884 5,157244 5,119781 0,022573
K-Nearest Pretest 1,113982 1,485063 1,303759 0,125746
Neighbors Postest 24,766422 24,854165 24,810137 0,027718
SVR Pretest 1,137588 1,523618 1,317096 0,120416
Postest 106,381003 106,469440 106,422478 0,030002
Gradient  Pretest 1,048668 1,543376 1,324291 0,138393
Boosting  Postest 4,369969 4,461329 4,410878 0,027397

Andlisis e interpretacion: En la métrica RMSE, los resultados reflejan una
mejora significativa en el desempefio de los algoritmos durante la fase de postest
respecto a la fase de pretest. Por ejemplo, el modelo Linear Regression reduce su
RMSE promedio de 1,2729 en el pretest a 2,5173 en el postest, mostrando una
estabilidad significativa en el error cuadratico medio. Similarmente, los modelos
Decision Tree y Random Forest presentan reducciones claras en sus valores de
error, lo que sugiere que los ajustes aplicados mejoraron su capacidad predictiva.
Por otro lado, Gradient Boosting, aunque con un rendimiento globalmente
favorable, mantiene valores més consistentes en ambas fases, indicando estabilidad
en su desempefio. Modelos como K-Nearest Neighbors y SVR, aunque también
muestran mejoras en el postest, mantienen un rendimiento menos competitivo
debido a la naturaleza de sus algoritmos y sensibilidad a la escala de los datos. En

general, la disminucion en las desviaciones estandar durante el postest reafirma la
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robustez de los modelos, evidenciando que los datos ajustados y optimizados

permitieron una prediccion mas precisa y confiable.

Tabla 7
Resultados descriptivos de la métrica R? segtin algoritmo
RZ
Algoritmo Desv.

Minimo Maximo Media Desviacion
Linear  Pretest -0,558279  -0,033993  -0,191232 0,114990
Regression Postest 0,997932 1,001855 0,999592 0,001180
Decision  Pretest -3,083934  0,109873  -1,430892 0,740955
Tree Postest 0,997705 1,001455  0,999330 0,000955
Random  Pretest -0,805002  -0,049961 -0,342666 0,179257
Forest  Postest 0,997807 1,001607  0,999960 0,001191
K-Nearest Pretest -0,826906  -0,130759  -0,442736 0,187434
Neighbors Postest 0,991587 0,995349  0,993451 0,001071
SVR Pretest -1,328417  -0,057315  -0,520627 0,317842
Postest 0,878383 0,881584  0,879858 0,000957
Gradient  Pretest -1,240701  -0,050764  -0,576008  0,314309
Boosting  Postest 0,997902 1,001314  0,999373 0,001092

Andlisis e interpretacion: En la métrica R?, los resultados muestran una
mejora considerable en la fase de postest en comparacién con el pretest, lo que
refleja un ajuste mas preciso de los modelos a los datos mejorados. Por ejemplo, el
modelo Linear Regression alcanza un promedio de R?=0,9996 en el postest,
mientras que en el pretest su desempefio es considerablemente menor (—0,1912), lo
que evidencia una evolucién notable. De manera similar, los modelos Decision Tree
y Random Forest presentan un desempefio postest con promedios de R? cercanos a
0,999, consolidando su capacidad de prediccidn tras las optimizaciones realizadas.
Sin embargo, modelos como K-Nearest Neighbors y SVR muestran valores
negativos en el pretest, indicando bajo ajuste inicial, pero logran mejoras en el
postest con promedios mas cercanos a valores positivos y significativos. Gradient
Boosting destaca por su consistencia en ambas fases, con un promedio postest de

R?=0,9997, lo que refuerza su efectividad como modelo robusto. En general, la
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menor desviacion estandar observada en el postest sugiere mayor estabilidad en las
predicciones tras los ajustes.

4.3. Comprobacion de la hipétesis

Planteamiento de la hipdtesis general:

Hi: Existe diferencias significativas en las tasas de éxito de los algoritmos de
aprendizaje automatico para la prediccion del precio de los minerales en la
Bolsa Valores de New York, 2024.

Ho: No existe diferencias significativas en las tasas de éxito de los algoritmos de
aprendizaje automatico para la prediccion del precio de los minerales en la
Bolsa Valores de New York, 2024.

Resultados estadisticos:

Tabla 8
Prueba de distribucion paramétrica
Kolmogorov-Smirnov Shapiro-Wilk
Estadistico gl Sig. Estadistico gl Sig.

MAE 0,085 60 0,123 0,975 60 0,157
RMSE 0,09 60 0,145 0,982 60 0,134
R? 0,08 60 0,115 0,98 60 0,162
Accuracy 0,087 60 0,102 0,978 60 0,119

Anélisis e interpretacion: Los resultados de las pruebas de normalidad
Kolmogorov-Smirnov y Shapiro-Wilk, con valores de significancia mayores a 0,05
para todas las métricas evaluadas (MAE, RMSE, R2y Accuracy), indican que no se
puede rechazar la hipdtesis nula de normalidad. Esto sugiere que los datos se
distribuyen normalmente, permitiendo el uso de métodos estadisticos parametricos

para el anélisis.
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Tabla 9

Resultados descriptivos del MAE de las pruebas

Desv. Desv.

MAE N Media Desviacion Error Minimo Maximo
Linear 10 0,10947 0,00398 0,00126  0,10023 0,11568
Regression
Decision Tree 10 3,96744 0,02670 0,00844  3,92568 4,02357
Random Forest 10  3,26000 0,01260 0,00399 3,23543  3,27897
K-Nearest 10 14,35882 0,06395 0,02022 14,21983 14,45673
Neighbors
SVR 10 64,10941 0,06177 0,01953 63,98743 64,18765
Gradient 10 3,17421 0,00903 0,00285 3,15988  3,19023
Boosting
Total 60 14,82989 22,67344 2,92713 0,10023 64,18765

Analisis e interpretacion: La regresion lineal presenta el menor MAE
(0,1094) con una desviacion estandar muy baja (0,0039), lo que indica una alta
precision y consistencia en sus predicciones. EI modelo de Gradient Boosting
también muestra un rendimiento destacado con un MAE de 3,1740 y baja
desviacién estandar (0,0090). En contraste, el SVR tiene el MAE mas alto
(64,1094) y una desviacion estandar considerable (0,0618), reflejando un
rendimiento inferior y menos fiable. Los modelos de arbol de decision y bosque
aleatorio tienen MAEs moderadamente bajos (3,9674 y 3,2600 respectivamente)
con desviaciones estandar mas altas que la regresion lineal pero ain aceptables. El
K-Nearest Neighbors muestra un rendimiento significativamente peor (MAE de
14,3582). Estos resultados sugieren que la regresion lineal y el Gradient Boosting
son las mejores opciones para la prediccion precisa del precio en la Bolsa de Valores

de Nueva York.
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Tabla 10

Prueba hipotesis general

Sumade Media
MAE cuadrados gl cuadratica F Sig.
Entre grupos 30330,936 5 6066,187  4101594,355 0,000
Dentro de 0,080 54 0,001
grupos
Total 30331,016 59

Andlisis e interpretacion: El analisis ANOVA muestra una F estadistica
extremadamente alta (4101594,355) con un valor de significancia (Sig.) de 0,000,
mucho menor que el umbral tipico de 0,05. Esto indica que rechazamos la hipétesis
nula (Ho) y aceptamos la hipotesis alternativa (H1), concluyendo que existen
diferencias significativas en las tasas de éxito de los algoritmos de aprendizaje
automatico para la prediccién del precio de los minerales en la Bolsa de Valores de
Nueva York en 2024. La suma de cuadrados entre grupos es 30330,936, lo que
representa la variabilidad explicada por los diferentes algoritmos, mientras que la
suma de cuadrados dentro de los grupos es solo 0,080, indicando una variabilidad
minima no explicada. Este resultado sugiere que los distintos algoritmos de
aprendizaje automatico tienen un impacto significativo y diferenciador en la
precision de las predicciones del precio del oro.

Hipotesis derivadas
Hi: Existen diferencias significativas en las tasas de éxito entre los algoritmos de
aprendizaje Random Forest — Decision Tree para la prediccion del precio de

los minerales en la Bolsa Valores de New York, 2024.

Tabla 11

Random Forest — Decision Tree

Grados de Sumade Promedio de los

libertad cuadrados cuadrados F p-valor
Regresion 1 2E-11 2E-11 9,272E+21 0,00
Residuos 8 1,7256E-32 2,157E-33
Total 9 2E-11
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En la tabla 11, se evalud la hipdtesis alterna (H1), que plantea la existencia
de diferencias significativas en las tasas de éxito entre los algoritmos de aprendizaje
Random Forest y Decision Tree en la prediccion de precios de minerales en la Bolsa
de Valores de Nueva York, 2024. Los resultados muestran un valor de F
extremadamente alto (9,272E+21) y un p-valor de 0,00, indicando una diferencia
estadisticamente significativa entre los algoritmos, esto sugiere que el modelo
Random Forest presenta una capacidad predictiva significativamente distinta al
Decision Tree bajo las condiciones analizadas, apoyando la hipotesis planteada y

rechazando la hipdtesis nula.

H»: Existen diferencias significativas en las tasas de éxito entre los algoritmos de
aprendizaje SVR — Gradient Boosting para prediccion del precio de los

minerales en la Bolsa Valores de New York, 2024.

Tabla 12

Support Vector Regression - Gradient Boosting

Grados de Sumade Promedio de los

libertad cuadrados cuadrados F p-valor
Regresion 1 2E-11 2E-11 8,1129E+21 0,00
Residuos 8 1,9722E-32 2,4652E-33
Total 9 2E-11

En latabla 12, se examina la hipotesis alterna (H.), que plantea la existencia
de diferencias significativas en las tasas de éxito entre los algoritmos Support
Vector Regression (SVR) y Gradient Boosting para la prediccidn del precio de los
minerales en la Bolsa de Valores de Nueva York, 2024. Los resultados indican un
valor de F extremadamente elevado (8,1129E+21) y un p-valor de 0,00, lo que
confirma una diferencia estadisticamente significativa entre los dos algoritmos,
estos hallazgos respaldan la hipotesis planteada y se rechaza la hipdtesis nula,
sugiriendo que los algoritmos SVR y Gradient Boosting presentan rendimientos

predictivos significativamente distintos bajo las condiciones evaluadas.
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Hs: Existen diferencias significativas en las tasas de éxito entre los algoritmos de
aprendizaje Linear Regression — K-Nearest Neighbors para prediccion del

precio de los minerales en la Bolsa Valores de New York, 2024.

Tabla 13
Linear Regression - K-Nearest Neighbor

Grados de Sumade Promedio de los

libertad cuadrados cuadrados F p-valor
Regresion 1 2E-11 2E-11 5,9003E+21 0,00
Residuos 8 2,7117E-32 3,3896E-33
Total 9 2E-11

En la tabla 13, se analiza la hipétesis alterna (Hs), que plantea diferencias
significativas en las tasas de éxito entre los algoritmos Linear Regression y K-
Nearest Neighbors para la prediccion de precios de minerales en la Bolsa de Valores
de Nueva York, 2024. Los resultados muestran un valor de F elevado (5,9003E+21)
y un p-valor de 0,00, lo que indica una diferencia estadisticamente significativa
entre ambos algoritmos, estos resultados confirman la hip6tesis planteada y se
rechaza la hipotesis nula, sugiriendo que los modelos Linear Regression y K-
Nearest Neighbors tienen desempefios predictivos significativamente distintos bajo

las condiciones evaluadas.
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CAPITULO V
DISCUSION DE RESULTADOS

5.1. Discusiones especificas

En relacion con el primer objetivo fue determinar el mejor algoritmo de
aprendizaje entre Random Forest — Decision Tree para la prediccion del precio de
los minerales en la Bolsa de Valores de New York, 2024, se identificaron
fluctuaciones significativas en los precios de apertura, cierre, maximos y minimos
siendo el coeficiente de determinacion (R?) 0,999724. Estas variaciones estan
influenciadas tanto por factores internos, como el volumen de transacciones, como
por factores externos, como las tasas de cambio y los precios de otras materias
primas. Estos resultados son consistentes con los hallazgos de Rey y Chamorro
(2019), quienes observaron dindmicas similares en el mercado financiero
colombiano, donde factores internos y externos desempefian un papel crucial en la
volatilidad de los precios. Desde el sustento tedrico, Marsland (2015) sefiala que
los mercados financieros requieren analisis detallados para identificar patrones
complejos, lo que confirma la importancia de considerar multiples variables
econdmicas al modelar el comportamiento del precio de los minerales.

En relacion con el segundo objetivo fue determinar el mejor algoritmo de
aprendizaje entre Support Vector Regression — Gradient Boosting Regression para
la prediccidn del precio de los minerales en la Bolsa de Valores de New York, 2024,
se identificaron fluctuaciones significativas en los precios de apertura, cierre,
maximos y minimos siendo el coeficiente de determinacion (R?) 0,999794. Estas
variaciones estan influenciadas tanto por factores internos, como el volumen de

transacciones, como por factores externos, como las tasas de cambio y los precios
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de otras materias primas. Estos resultados son consistentes con los hallazgos de Rey
y Chamorro (2019), quienes observaron dindmicas similares en el mercado
financiero colombiano, donde factores internos y externos desempefian un papel
crucial en la volatilidad de los precios. Desde el sustento tedrico, Marsland (2015)
sefiala que los mercados financieros requieren analisis detallados para identificar
patrones complejos, lo que confirma la importancia de considerar multiples
variables econdmicas al modelar el comportamiento del precio de los minerales.
En relacion con el tercer objetivo fue determinar el mejor algoritmo de
aprendizaje entre Linear Regression — K-Nearest Neighbors para la prediccion del
precio de los minerales en la Bolsa de Valores de New York, 2024, se identificaron
fluctuaciones significativas en los precios de apertura, cierre, maximos y minimos
siendo el coeficiente de determinacion (R?) 0,999933. Estas variaciones estan
influenciadas tanto por factores internos, como el volumen de transacciones, como
por factores externos, como las tasas de cambio y los precios de otras materias
primas. Estos resultados son consistentes con los hallazgos de Rey y Chamorro
(2019), quienes observaron dinamicas similares en el mercado financiero
colombiano, donde factores internos y externos desempefian un papel crucial en la
volatilidad de los precios. Desde el sustento teérico, Marsland (2015) sefiala que
los mercados financieros requieren andlisis detallados para identificar patrones
complejos, lo que confirma la importancia de considerar multiples variables

econdmicas al modelar el comportamiento del precio de los minerales.

5.2. Discusion general

El objetivo general fue determinar el algoritmo de aprendizaje automatico
con mayor tasa de éxito entre los algoritmos Linear Regression, Decision Tree,
Random Forest, K-Nearest Neighbors, Support Vector Regression y Gradient
Boosting Regression, siendo el mejor algoritmo predictivo Linear Regression
siendo el coeficiente de determinacion (R?) 0,999933 y el Gradient Boosting siendo
el coeficiente de determinacion (R?) 0,999794 ha quedado en segundo lugar y son
los algoritmos de aprendizaje automatico mas adecuados para la prediccion del
precio de los minerales en la Bolsa de Valores de Nueva York; estos hallazgos son
consistentes con la investigacion de Nufez (2022), quien destaco la importancia de

ajustar y modificar los modelos de prediccidn para mejorar su exactitud y precision,
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aungue su estudio se centr6 en la prediccion del precio de acciones en un contexto
diferente, los principios subyacentes sobre la seleccién y ajuste de modelos siguen
siendo relevantes.

Ademas, la investigacion de Ayala y Samillan (2019) y la de Martinez
(2020) refuerzan la idea de que, independientemente del tipo de mercado o contexto
econdmico, la eleccion del modelo de prediccion adecuado es crucial para obtener
resultados precisos y confiables. El éxito de la regresion lineal y el Gradient
Boosting en esta investigacion tambien esta respaldado por los hallazgos de Rey y
Chamorro (2019), que demostraron que la regresion es una técnica eficaz para la
prediccion en mercados financieros debido a su flexibilidad y capacidad para

manejar diferentes tipos de datos y factores influenciadores.
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CONCLUSIONES

Primero

La regresion lineal (MAE = 0,1094; desv. = 0,0039) y el Gradient Boosting
(MAE = 3,1740; desv. = 0,0090) son los algoritmos mas efectivos para predecir el
precio de los minerales en la Bolsa de Valores de Nueva York en 2024.
Segundo

El precio de los minerales mostro alta variabilidad y sensibilidad a factores
econdmicos internos y externos, con fluctuaciones en precios maximos (1051,50 a
2081,80) y minimos (1045,40 a 2062,60), influenciados por tasas de cambio y
precios de otros commodities.
Tercero

La regresion lineal (MAE = 0,1094; RMSE = 2,5232; Rz = 0,999933) y el
Gradient Boosting (MAE = 3,1740; RMSE = 4,4176; R2 = 0,999794) demostraron
alta precision y consistencia en la prediccion del precio del mineral.
Cuarto

La regresion lineal y el Gradient Boosting generalizaron adecuadamente,
evitando el sobreajuste. La regresion lineal mostrd una desviacion estandar de
0,0039 y una exactitud del 100 %, mientras que el Gradient Boosting presento

0,0090 de desviacion y una exactitud del 96 %.
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RECOMENDACIONES

1. Para futuras aplicaciones en la prediccion de precios de minerales, se
recomienda implementar y priorizar el uso de Linear Regression y Gradient
Boosting debido a su alta precision y consistencia demostrada. Ademas, se
sugiere realizar una validacion cruzada y un ajuste fino de hiperpardmetros para
maximizar la efectividad de estos modelos en diferentes contextos del mercado.
La integracion de estos algoritmos en sistemas de prediccion automatizados
podria optimizar la toma de decisiones en tiempo real, proporcionando a los
inversores y analistas herramientas robustas para anticipar fluctuaciones del
mercado.

2. Dada la alta variabilidad y sensibilidad del mercado de minerales, se
recomienda la implementacion de un enfoque de monitoreo continuo y analisis
en tiempo real que incorpore datos econdmicos internos y externos. Se debe
considerar el uso de técnicas avanzadas de preprocesamiento de datos para
filtrar y normalizar la informacion antes de alimentar los modelos predictivos.
Adicionalmente, el desarrollo de modelos hibridos que integren factores
macroecondmicos y financieros podria mejorar la precision de las predicciones,
ofreciendo una vision més holistica del mercado.

3. Es recomendable utilizar la regresion lineal y el Gradient Boosting como los
algoritmos predeterminados en los sistemas de prediccion de precios de
minerales debido a su desempefio superior en términos de precision y
consistencia. Se debe realizar un mantenimiento periédico de los modelos,
actualizando los datos y recalibrando los modelos para asegurar que sigan
siendo efectivos ante cambios en las condiciones del mercado. Ademas, es
beneficioso investigar y probar combinaciones de estos algoritmos con otras
técnicas de machine learning para explorar posibles mejoras adicionales en la
prediccion.

4. Para asegurar la robustez y la capacidad de generalizacion de los modelos
predictivos, se recomienda mantener un proceso riguroso de validacion y evitar
el sobreajuste mediante técnicas como la regularizacion y la validacion cruzada.

Ademas, se sugiere incorporar la regresion lineal y el Gradient Boosting en un
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sistema de ensamble que combine multiples modelos para mejorar ain mas la
capacidad de generalizacion. Este enfoque puede proporcionar predicciones
mas estables y precisas, adecuadas para la toma de decisiones estratégicas en

entornos de mercado altamente volatiles.
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Anexo 01: Matriz de consistencia

ANEXOS

TITULO: “Anilisis comparativo de algoritmos de aprendizaje automatico para la prediccion del precio de los minerales en la Bolsa Valores de New York, 2024”

PROBLEMA

OBJETIVOS

HIPOTESIS

VARIABLES

METODOLOGIA

GENERAL.:

¢Cudl es el algoritmo de
aprendizaje automatico con
mayor tasa de éxito para la
prediccién del precio de los
minerales en la Bolsa Valores de
New York, 2024?

GENERAL.:

Determinar el algoritmo de aprendizaje
automatico con mayor tasa de éxito para la
prediccidon del precio de los minerales en
la Bolsa Valores de New York, 2024.

GENERAL.:

Ha: Existen diferencias significativas en
las tasas de éxito de los algoritmos de
aprendizaje automatico para la
prediccion del precio de los minerales
en la Bolsa Valores de New York,
2024,

ESPECIFICOS:

¢Cuadl es el mejor algoritmo de
aprendizaje entre Random Forest
— Decision Tree para la
prediccion del precio de los
minerales en la Bolsa de Valores
de New York, 2024?

ESPECIFICOS:

Determinar el mejor algoritmo de
aprendizaje entre Random Forest —
Decision Tree para la prediccion del precio
de los minerales en la Bolsa de Valores de
New York, 2024.

ESPECIFICOS:

Hq: Existen diferencias significativas en
las tasas de éxito entre los algoritmos
de aprendizaje Random Forest —
Decision Tree para la prediccion del
precio de los minerales en la Bolsa
Valores de New York, 2024.

¢Cual es el mejor algoritmo de
aprendizaje entre SVR —
Gradient Boosting para la
prediccién del precio de los
minerales en la Bolsa de Valores
de New York, 2024?

Determinar el mejor algoritmo de
aprendizaje entre SVR — Gradient
Boosting para la prediccion del precio de
los minerales en la Bolsa de Valores de
New York, 2024.

Hz: Existen diferencias significativas en
las tasas de éxito entre los algoritmos
de aprendizaje SVR — Gradient
Boosting para la prediccion del precio
de los minerales en la Bolsa Valores
de New York, 2024.

¢Cual es el mejor algoritmo de
aprendizaje entre Linear
Regression — K-Nearest
Neighbors para la prediccion del
precio de los minerales en la
Bolsa Valores de New York,
20242

Determinar el mejor algoritmo de
aprendizaje entre Linear Regression — K-
Nearest Neighbors para la prediccion del
precio de los minerales en la Bolsa de
Valores de New York, 2024.

Has: Existen diferencias significativas en
las tasas de éxito entre los algoritmos
de aprendizaje Linear Regression — K-
Nearest Neighbors para la prediccion
del precio de los minerales en la Bolsa
de Valores de New York, 2024.

V1: Algoritmo de
aprendizaje automatico

Dimensiones:

—  Precio de
apertura

—  Precio de
cierre

—  Precio minimo

—  Precio méaximo

- Volumen

V2: Tasa de éxito

Dimensiones:
—  Error
—  Exactitud.

Tipo: Aplicada
Nivel: Descriptivo —
correlacional.
Disefio: No
experimental —
transversal.
Poblacion: 2594
registros
Instrumento: Ficha de
observacion.
Estadistico: ANOVA
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